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“If you don’t work on important problems,
it’s not likely that you’ll do important work.”

Richard Hamming

1 Introducere

Pe masura ce tehnologia a avansat, sistemele informatice au devenit tot mai complexe
[1][2][3][4]. Cand se proiecteazd un astfel de sistem, arhitectul trebuie sd tina cont de
o multime de parametri astfel incat spatiul de proiectare al ansamblului
microprocesor-compilator poate ajunge la milioane de miliarde de configuratii
posibile. Un microprocesor nu poate intra in productie pana cand nu este evaluat
pentru a indeplini criteriile de performantd si corectitudine. Evaluarea unei singure
configuratii poate dura ore sau chiar zile, prin urmare, o evaluare exhaustivd devine
imposibila.

Abordarea actuald este de a utiliza experti umani care selecteaza configuratii,
considerate bune, pe care apoi le evalueaza folosind simulatoare specializate. Odata
cu cresterea in complexitate si cu cresterea numarului de nuclee eterogene integrate,
sarcina designer-ului de a gési configuratii bune devine tot mai grea. Problema este
exacerbatd de faptul ca mai multe obiective trebuie optimizate simultan: performanta,
consumul de putere, aria de integrare etc. Descoperirea relatiilor Tntre parametrii unei
arhitecturi de calcul si modul 1n care influenteaza ele obiectivele se dovedeste a fi o
sarcind dificild, aproape imposibil de realizat manual.

O solutie la aceastd problema este utilizarea de instrumente care efectueaza
automat o explorare a spatiului de proiectare, folosind diferiti algoritmi euristici de
cautare. In viziunea HIPEAC [5], explorarea automatd a spatiului configuratiilor
(design space exploration - DSE) este una dintre cele mai importante probleme care
trebuie rezolvate Tn urmatorii ani. Algoritmii de cautare euristica nu sunt o noutate in
domeniu, acestia fiind folositi pentru rezolvarea de probleme NP-hard, dar in ultima
perioada li se acorda un interes tot mai mare, fiind una din putinele solutii viabile
pentru DSE.

Scopul acestei teze este de a explora automat spatiul de proiectare a unor
arhitecturi de calcul si de a imbunétati algoritmii utilizati prin cunostinte avansate de
domeniu. Pentru aceasta trebuie indeplinite urmatoarele obiective:

- Analizarea algoritmilor euristici multi-obiectiv folositi pentru DSE;

- Analizarea comportamentului acestora in probleme reale (in cazul 1n care

existd constrangeri intre parametri);

- Gaésirea unor metrici de evaluare a performantelor acestor algoritmi;

- Dezvoltarea unei aplicatii software robuste si rapide, care sd se poatd conecta

la orice simulator de arhitecturi de calcul existent;

- Integrarea mai multor algoritmi euristici in aceastd aplicatie astfel incat sa se

poatd realiza cu usurintd o comparare a acestora;

- Cercetarea modului in care cunostintele de domeniu pot fi integrate in

aplicatia noastra si cum pot ele influenta performanta algoritmilor euristici;

- Testarea si evaluarea algoritmilor pe diferite tipuri de arhitecturi (single-core,

multi-core, System on Chip etc.);

- Compararea algoritmilor si determinarea impactului integrarii cunostintelor de

domeniu asupra rezultatelor obtinute.

Capitolul 2 prezinta cativa algoritmi de cautare bine cunoscuti, frecvent
utilizati in probleme de optimizare multi-obiectiv, pe care i-am integrat In aplicatia
noastra;
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Introducere

Capitolul 3 descrie principalele caracteristici ale uneltei software dezvoltata
pentru explorarea automata a spatiului de proiectare. Acest instrument este denumit
FADSE (Framework for Automatic Design Space Exploration). Scopul lui este de a
accelera procesul de DSE, nu doar prin utilizarea algoritmilor euristici, ¢i si prin
permiterea evaludrii paralele a configuratiilor. Aplicatia integreaza si o bazd de date
care 1i permite reutilizarea rezultatelor obtinute anterior (indivizi deja simulati),
conducand deci la o scadere a timpului necesar pentru explorare.

In Capitolul 4 introducem o metodd nouid de accelerare a procesului de
explorare si de crestere a calitatii rezultatelor. Toti algoritmii de cdutare folositi in
aceasta lucrare sunt algoritmi generali si pot fi folositi pentru aproape orice problema
de cautare. [-am modificat cu scopul de a utiliza informatii date sub forma de reguli
fuzzy de céatre un expert uman. Utilizatorul trebuie sd descrie parametrii folosindu-se
de termeni lingvistici (de exemplu: un cache de nivel 1 mai mare de 256KB este
,mare”, pentru valori sub 64KB este ,,mic” etc.) si apoi sd introduca reguli usor de
inteles, cum ar fi: daca nivelul 1 de cache este mic, atunci nivelul 2 de cache trebuie
sa fie mare. Informatiile furnizate prin aceste reguli sunt luate in considerare in timpul
procesului de explorare, pentru a ghida cautarea. Pe langd aceastd metodd, mai
propunem si alte tehnici prin care cunostintele expertului pot fi integrate Tntr-un mod
facil in algoritmii de cautare: constrangeri intre parametri, ierarhii de parametri.

Capitolul 5 prezinta rezultatele testelor efectuate cu FADSE pe simulatorul
procesorului GAP [6] impreund cu un optimizator de cod dezvoltat special pentru
acest procesor, denumit GAPtimize. Dupd analizarea rezultatelor am ajuns la
concluzia ca FADSE a descoperit configuratii mai bune decat cele gasite de catre un
expert uman prin explorare manuala. De asemenea, am ardtat ca FADSE este scalabil
si capabil de a gasi rezultate foarte bune in spatiile de proiectare extrem de mari
generate de parametrii simulatoarelor. Am realizat o comparatie intre diferite tipuri de
algoritmi de cautare pentru a determina care algoritm ofera rezultatele cele mai bune.
Mai prezentdam si o metodd de a obtine in mod automat reguli fuzzy pe baza
explorarilor anterioare.

Capitolul 6 se concentreaza asupra familiei de simulatoare M-SIM. Am extins
munca domnului Dr. ing. Arpad Gellért [6]. In teza sa de doctorat (realizati tot sub
conducerea stiintificd a domnului Profesor Lucian Vintan) s-au variat doar 2 din cei
19 parametri (schimbarea tuturor acestor parametri manual ar fi fost o sarcind foarte
dificila si consumatoare de timp). Am folosit FADSE pentru a varia toti parametrii si
am gasit configuratii mult mai bune pentru procesorul (Alpha) simulat. Am incercat
diferite metode pentru a accelera procesul de DSE. Una dintre ele este introducerea in
populatia initiala a celor mai bune configuratii gasite manual, pornind astfel de la o
pozitie mai bund in spatiul de cdutare. O altd metoda este utilizarea de reguli fuzzy
dezvoltate pe baza observatiilor din experimentele anterioare.

In Capitolul 7 ne-am axat pe un domeniu total diferit: SoC (System on Chip).
Am folosit un simulator, dezvoltat de catre ing. Ciprian Radu pentru teza sa de
doctorat (conducator stiintific Prof. Lucian Vintan), denumit UniMap. Am testat mai
multi algoritmi DSE pentru a afla care obtine rezultatele cele mai bune. Am obtinut
rezultate diferite fatd de cele din comparatiile efectuate in Capitolul 5. Acest lucru ne-
a condus la concluzia ca alegerea celui mai bun algoritm depinde de problema care
trebuie rezolvata.

Teoria prezentatd Tn aceastd lucrare (clasificari, definitii, glosar) este strict
subordonata scopului si obiectivelor practice ale acestei teze. Cu alte cuvinte, nu am
incercat o prezentare exhaustiva si nici nu am pretentia unei rigori general valabile.
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“It's so much easier to suggest solutions
when you don't know too much about the problem.”

Malcolm Forbes

2 Algoritmi de Cautare

Dupa cum spuneam 1in capitolul 1, problema DSE-ului este una NP-hard. DSE-ul
manual nu este fezabil si sunt necesare noi metode de cautare. Una dintre ele este sa
folosim algoritmi care sa realizeze aceastd sarcind automat. In acest capitol prezentim
cativa algoritmi care pot fi utilizati pentru DSE. Ne vom focaliza doar pe cei folositi
de noi in experimentele noastre.

2.1 Optimizare Multi-Obiectiv

In Figura 2.2-1 poate fi vazut frontul Pareto pentru o problemi de minimizare cu doui
obiective. Punctele reprezintd indivizi n spatiul obiectivelor. Punctele a si b sunt
denumite puncte
) nedominate pentru ca
"' t nu existd nici un alt
............. SR— punct care sd aibd
------------ »° ; ! ambele obiective mai
. bune decat ele. Cele
doud puncte nu se
domind unul pe altul
i pentru ca punctul a este
mai bun pe obiectivul 1
Barats e dar mai rau pe
front obiectivul 2  decit
— — = punctul b. Punctul c¢
fligl=f1(b) ':_:'|II|E'C1II'\-"'E' 1 este dominat de aceste
Figura 2.1-1 Pareto front
doua puncte.
Problema cu eficienta Pareto este ca nu se poate stabili o ordine intre indivizii
nedominati.
Urmatoarele definitii sunt utilizate in [5]:

Definitia 1: fiind dati doi vectori X,ye€ R" spunem ca X<y dacd x; <y,

Ohbjactive 2 4 »

fzlal=fzlb}

pentru orice i =1,..,n sica Xdomind y (scriscax <y)daca X<y si X#Yy.

Definitia 2: spunem ca un vector de variabile de decizie xe X c R" este
nedominat fatd de X, daca nu existad alt x'e X astfel incat ]7(55') < f(?c), unde f este
functia multi-obiectiva.

Definitia 3: un vector de variabile de decizie ¥ € F — R" (F este regiunea
fezabild) este Pareto-optimal daca este nedominat fata de F.

Definitia 4: Pareto Optimal Set-ul P este definit ca:
P'={XeF |?c este Pareto optimal }

Definitia 5: Pareto Frontul PF" se defineste ca:
PF' ={f()e R'[zc P'}

Numim aproximarea frontului Pareto (sau frontul Pareto cunoscut) solutiile
Pareto optimale 1n spatiul obiectivelor gasite de un algoritm de DSE. Indivizii, care
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Algoritmi de Cautare

fac parte din frontul Pareto aproximativ, alcdtuiesc in spatiul parametrilor setul
Pareto.

2.1.1 SEMO si FEMO

In primele experimente am folosit doi algoritmi simpli evolutivi: SEMO si FEMO [6].
SEMO stocheaza o arhiva a tuturor indivizilor nedominati. Aceastd arhiva reprezinta
populatia curentd. Din aceastd populatie este ales un parinte. Asupra acestui parinte se
aplica mutatia si este produs un copil. Noul individ este acceptat n arhiva 1n cazul in
care nu este dominat de catre alti indivizi si nu exista alti indivizi cu aceleasi valori
pentru obiective. Daca exista in arhiva indivizi dominati de noul individ, acestia sunt
eliminati. FEMO este o evolutie a lui SEMO. Diferenta intre ei este ca: atunci cand se
selecteazd un pdrinte, algoritmul alege determinist individul cu cel mai mic numar de
urmasi.

Am testat acesti doi algoritmi pe doud probleme de test sintetice LOTZ [6] si
DTLZ1 din familia DTLZ de probleme [7]. Am ajuns la concluzia ca ambii algoritmi
au reusit sa rezolve problema LOTZ intr-o perioada relativ scurtd de timp (2%, 1%
din efortul necesar pentru o evaluare exhaustiva pentru SEMO si, respectiv, FEMO).
Problema DTLZ1 nu a fost solutionatd de nici unul dintre algoritmi (nu a fost gasit
nici un punct optim Pareto). Aceste rezultate au fost publicate de noi in [8].

2.1.2 NSGA-II

NSGA-II este un algoritm genetic dezvoltat de Deb et al. [9]. Algoritmul genereaza o
populatie initiala pe care o evalueaza. Aceastd populatie initiala devine populatia
parinte si pe ea se aplica operatorii de crossover si mutatia pentru a obtine populatia
de copii. Copiii sunt evaluati. Cele doud populatii sunt unite intr-una singura si sortate
in functie de relatia dominantd. Indivizii nedominati sunt in continuare sortati in
functie de densitatea zonei in care se afla 1n spatiul obiectivelor. Cei mai buni dintre ei
devin noua populatie de parinti si procesul se repeta.

2.1.3 SPEA2

SPEA2 introdus de Zitzler et al. [10] este alt algoritm genetic. Singurele diferente
intre NSGA-II si SPEA?2 sunt: (a) SPEA2 foloseste o populatie externa (arhiva) pentru
a pastra indivizii nedominati si (b) atribuie valoarea de fitness Tntr-un mod diferit.

2.1.4 Comparatie intre NSGA-Il si SPEA2

In teza am realizat o comparatie din punct de vedere teoretic a celor doi algoritmi. Ne-
am focalizat 1n special pe modul de asignare a fitness-ului si pe rolul arhivei folosite
de SPEA2. Am ajuns la concluzia ca SPEA2 va tinde sa produca mai multi indivizi
duplicati in timpul executiei. Acest lucru va duce la o diminuare a numarului unic de
indivizi din care algoritmul poate alege parinti, deci posibil la o convergentd mai
lentd. Ca si avantaj putem mentiona ca dacd indivizii produsi au mai fost evaluati o
datad in trecut ar putea fi refolositi dintr-o baza de date. Aceste supozitii ne-au fost
confirmate si de rezultatele experimentale.

2.2 Particle Swarm Optimization Multi-Obiectiv

In acest capitol vom prezenta cativa algoritmi bio-inspirati. Acestia se bazeazd pe
modul 1n care pasarile cauta mancare.
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Algoritmi de Cautare

2.2.1 OMOPSO si SMPSO

OMOPSO [11] este un algoritm multi-obiectiv de optimizare de tip particle swarm
optimization (PSO). In acesti algoritmi populatia se numeste swarm (roi). Indivizii
sunt numiti particule. Aceste particule zboara prin spatiul de cautare urmarind cele
mai performante particule la acel moment. Pozitia unei particule este data de valorile
curente ale parametrilor acesteia. Fiecare particuld incearca sa se apropie de particule
mai bune. Pentru a obtine acest lucru parametrii sdi sunt modificati. Schimbarea ia in
considerare atit cea mai buna particula globala (liderul) de la momentul actual, dar si
cea mai bund pozitie pe care a avut-o particula curentd in istoria ei (personal best).
Dupa aceasta schimbare particula va avea o noua pozitie si trebuie sa fie evaluatd din
nou. Dupa ce toate particulele au fost evaluate, un nou lider este selectat, personal
best-ul fiecarei particule este actualizat, iar procesul este repornit. In algoritmii multi-
obiectiv pot fi mai multi lideri la un anumit moment de timp. Selectarea unui lider
este similara cu selectarea parintilor Tn NSGA-II.

SMPSO [12] este o dezvoltare a lui OMOPSO. Cea mai importanta diferenta
este ca in SMPSO vitezele maxime pe care o particula le poate atinge sunt limitate.

2.3 Tratarea Constrangerilor

Metoda pe care am folosit-o pentru tratarea constrangerii a fost propusa in [9]
pentru a fi folositd impreuna cu selectia binard de timp turneu. Solutia adoptatd este:

- In cazul in care ambii indivizi sunt fezabili, atunci cel cu fitness-ul cel mai
bun este selectat;

- In cazul in care un individ este fezabil si celdlalt nu este fezabil, cel fezabil
este selectat;

- In cazul in care ambii indivizi sunt nefezabili, este selectat cel care incalca
cele mai putine constrangeri. Dacd acest lucru nu poate fi determinat iar
ambii indivizi Incalcad acelasi numar de constrangeri, individul este ales
aleator.

2.4 Metrici de Evaluare a Performantelor Algoritmilor Multi-
Obiectiv

2.4.1 Hipervolumul

Aceastd metrica a fost folosita de Zitzler si Thiele in [13] si de Coelo in [14]. Fie
X'=(x;,%5,.,x,)c X

Objective 2 M .: __ Hypervolume un set de vectori de
reference point decizie (indivizi).
" : Functia S(X")

calculeaza  volumul
inchis intre suprafata
Pareto si axele de

e 5 coordonate in spatiul
E ; obiectivelor. Cand
S i avem o problema de

& minimizare  trebuie
Pareto

stabilit un punct in

spatiu  (hypervolume
Objective 1 reference point — HV),

Figura 2.4-1 Calculul hipervolumului pentru o problema de

minimizare

front
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care va inlocui originea axelor in calcularea hipervolumului.

Coordonatele lui HV vor fi date de valorile maxime ale obiectivelor (vezi
Figura 2.4-1). Valoarea hipervolumului reprezintd procentul acoperit de volumul
cuprins ntre punctul de referinta HV si suprafata Pareto, din volumul total cuprins
intre punctul de referinta si axe (valorile sunt normalizate).

2.4.2 Two Set Difference Hypervolume

Aceastd metrica a fost propusd de E. Zitzler in teza sa de doctorat [15]. Two Set
Difference Hypervolume (TSDH) se defineste ca:

TSDH(X',.X")=H(X'+X")-H(X")

unde X', X'"c Xsunt doud seturi de vectori de decizie, H(X) este valoarea
hipervolumului acoperit de X, si X'+X" este setul de vectori de decizie nedominati
obtinut dupa uniunea dintre X' si X".

TSDH (X', X")calculeaza hipervolumul spatiului acoperit de X' dar nu si de
X",

2.4.3 Coverage of Two Sets
Aceastd metrica a fost folosita de Zitzler si Thiele [13] si Palermo [16]. Ea calculeaza
procentajul de indivizi dintr-o populatie dominati de indivizi din alta populatie.

Fie X', X'"c X doua seturi de vectori de decizie. Coverage-ul se calculeaza
astfel:
|{a"e X'";da'e X':a'za"}|

C(X',X")= X
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“Strive not to be a success, but rather to be of value.”

Albert Einstein

3 FADSE: Un Framework pentru Automatic Design
Space Exploration

Framework for Automatic Design Space Exploration (FADSE) este un utilitar,
dezvoltat de noi, care este capabil sa efectueze automat DSE folosind o mare varietate
de algoritmi. FADSE este capabil sa ruleze evaludrile intr-o maniera distribuita pe
retele locale (LAN) sau sisteme HPC (High Performance Computing). Este un
framework robust. Isi poate reveni din situatii ca: probleme cu reteaua de
interconectare, clienti care nu mai raspund, pana la pierderea totald a curentului
electric.

FADSE permite utilizatorului sa 1si exprime cunostintele legate de problema
de rezolvat intr-un limbaj cat mai natural. Frameworkul nostru va prelua aceste
informatii, le va interpreta si le va transmite algoritmilor de DSE, care vor tine cont de
ele.

Pentru a avea acces la cat mai multi algoritmi performanti de DSE am integrat
in FADSE libraria jMetal [17]. Am extins aceasta librarie si acum putem face DSE
distribuit folosind diferite simulatoare: Multi2Sim [18], GAP [19], M5
(http://www.mSsim.org) si M-SIM (http://www.cs.binghamton.edu/~msim/). Am
inclus functii de test sintetice (LOTZ) si metrici ca: error ratio, coverage of two sets,
hypervolume, hypervolume two set difference.

FADSE este dezvoltat In JAVA ceea ce ne permite sd il rulam pe o multime de
sisteme.

Ultima versiune a lui FADSE poate fi obtinutd de la adresa:
http://code.google.com/p/fadse/.

3.1 Accelerarea Procesului de DSE prin Evaluare Distribuita

FADSE a fost conceput ca o aplicatie client-server. Serverul ruleaza algoritmul de
DSE si clientii efectueazd simulari.

Am modificat o parte din algoritmii disponibili in libraria jMetal pentru a
permite o evaluare distribuitd a configuratiilor. Se stie ca majoritatea algoritmilor
evolutivi/bio-inspirati pot fi paralelizati usor. Ei evalueaza o populatie de mai multi
indivizi si doar dupa ce toate evaludrile sunt terminate folosesc rezultatele obtinute.
Profitand de acest comportament al procesului de evaluare algoritmii pot fi distribuiti
cu usurintd. FADSE evalueaza 1n paralel copiii obtinuti n urma proceselor de mutatie
si/sau crossover (vezi Figura 3.1 1). Daca un individ trebuie evaluat pe mai multe
benchmark-uri atunci si acest proces este distribuit. Ca un exemplu: un algoritm cu
100 de indivizi in populatie, unde fiecare individ trebuie evaluat pe 10 benchmark-uri
duce la 1000 de simulari care se pot face in paralel. Din toate utilitarele de DSE pe
care le-am analizat nici unul nu oferd posibilitatea de a evalua configuratiile in
paralel.

FADSE este proiectat pentru a face fata problemelor aparute la clienti sau in
retea. Dacd un client nu raspunde, evaluarea, care a fost programata pe el, este trimisa
la un alt client. Dupa o serie de incercari, individul este marcat ca infezabil 1n cazul in
care nici unul dintre clienti nu reuseste sa-1 evalueze. Acest lucru 1i permite explorarii
sd continue, chiar dacd unele configuratii s-au dovedit imposibil de simulat. Chiar
dacd intregul sistem trebuie sd fie repornit (serverul are probleme, s-a intrerupt
alimentarea de la reteaua de curent), FADSE poate reporni de la un punct recent.
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Pentru aceasta am implementat un mecanism de checkpointing. In plus clientii au
mecanism de recuperare implementat. Cand un client este pornit, in paralel cu el este
pornit si un watchdog timer. Acesta monitorizeaza clientul si dacd acesta nu primeste
nici un mesaj pentru o perioada lunga de timp, restarteaza clientul (inclusiv masina
virtuald JAVA). Acest comportament ne permite sd evitdm unele probleme care pot
aparea pe clienti.

_— — — — — — — — — — — — — m— — —

| senver sids | | Client side

XML interface |

| I:l Simulator

— Connector

3 Output

Reader

v Server Simulator |
| L B ] —

jMetal T GAP

| l | [ S e

| "'lt Simulator Wrapper | J:l, . ns

| Results Receiver | !

| Database Seru'erl

L — — — — — _ I
C oL

@ <J | )
Collect data = ]
Figura 3.1-1 Structura lui FADSE (versiunea distribuita)

Cu aceastd configuratie client-server am fost capabili sd rulam FADSE pe
retele locale, sisteme HPC si masini virtuale multi-procesor. O parte dintre sistemele
pe care am testat FADSE sunt prezentate mai jos.

Am testat FADSE pe o retea locald (LAN) cu 9 masini Intel dual-core. Ele au
fost configurate intr-un VPN (Virtual Private Network) pentru a ne asigura ca IP-urile
lor nu se schimba in timpul rularii (IP-urile se alocau cu ajutorul unui server DHCP si
caderile de curent erau frecvente). Un computer a fost ales ca server. Pe acesta rula
algoritmul de DSE si serverul de MySQL (vezi Capitolul 3.2 cu privire la sistemul de
reutilizare a rezultatelor implementat in FADSE). Pe toate celelalte masini s-au pornit
cate doi clienti FADSE. Acest sistem a fost folosit pentru a obtine unele dintre
rezultatele prezentate in Capitolul 5. Pe masinile din sistem rula atat Windows XP cat
si Windows 7.

FADSE a fost rulat pe doud sisteme HPC: unul situat la Universitatea "Lucian
Blaga" din Sibiu si unul in Bucuresti, la Universitatea Politehnicd. Cel de la Sibiu a
fost utilizat pe scard larga. Toate rezultatele prezentate n capitolele 6 si 7 au fost
obtinute cu acest sistem. Ambele clustere folosesc Red Hat Linux ca sistem de
operare.

Sistemul HPC de la Sibiu (http://zamolxe.hpc.ulbsibiu.ro/ganglia/) contine
doua clustere: unul bazat pe procesoare Intel Xeon quad core (CSAC cluster) si unul
bazat pe procesoare IBM Cell (ACAPS cluster).

Cluster-ul CSAC contine 15 blade-uri, fiecare cu cate doud procesoare si 4 GB
de DRAM. Aceasta Tnseamna cd sunt 120 de nuclee 1n intregul sistem.

Cluster-ul ACAPS contine doua blade-uri, fiecare blade cu cate doua
procesoare Cell. Fiecare procesor Cell contine un nucleu PowerPC multi-thread si 9
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unitati specializate de procesare. Am testat cu succes FADSE si pe acest sistem. Am
pornit un server de pe un nod din cluster-ul CSAC si clientii pe cluster-ul ACAPS.

Testele au fost efectuate cu succes pe sistemul HPC de la Universitatea
Politehnica din Bucuresti. Acest sistem permite pornirea proceselor printr-un sistem
de job-uri. Au fost create script-uri speciale pentru a rula FADSE pe acest sistem. In
viitor ne propunem sa integram in FADSE posibilitatea de a utiliza comenzi de tip
batch direct din conectori. Testele au fost efectuate folosind in jur de 100 de clienti,
care rulau atat pe procesoare Nehalem cat si pe procesoare Opteron.

Prezentam un ultim caz: am rulat FADSE pe o masina virtuala Windows 7, cu
32 de procesoare de la Universitatea din Augsburg. Am folosit aceastd masind pentru
a obtine cea mai mare parte a rezultatelor din Capitolul 5. Am rulat fie un singur
server cu 32 de clienti (serverul nu consumd mult timp la procesor, iar acesta este
inactiv de cele mai multe ori Tn timpul de simulare), sau doud servere, in paralel, cu
cate 16 clienti fiecare.

Mai multe servere pot fi pornite pe aceeasi masina si pot rula, de asemenea,
alaturi de clienti. Acest lucru inseamna ca mai multe procese de DSE pot fi incepute
in paralel pe acelasi sistem si ca toate resursele disponibile pot fi folosite.

3.2 Accelerarea Procesului de DSE prin Reutilizarea
Rezultatelor

Algoritmi de DSE tind sa produci aceiasi indivizi dupa citeva generatii. In loc sa i
mai simulam o datd am putea refolosi rezultatele obtinute anterior dintr-o baza de
date. Pentru aceasta am conectat FADSE cu un sistem de gestionare a bazelor de date
(DBMS).

Integrarea cu baza de date s-a dovedit a fi de succes. Am ajuns la o reutilizare
de aproximativ 67% in timpul unei ruldri cu 100 de generatii cu o populatie de 100 de
indivizi. Ceea ce inseamnd o reducere importantd a timpului necesar explorarii.

3.3 Interfata Universala — Conectori

FADSE este conceput 1n asa fel incat sa poatd fi conectat la aproape orice simulator
existent, cu un efort minim si, In majoritatea situatiilor, cu nici o modificare in cadrul
simulatorului (codul sursad nu este necesar).

Pentru aceasta utilizatorul trebuie sa implementeze in cadrul FADSE un
conector. Acesta va prelua parametrii dati de FADSE si va porni cu ei simulatorul.

3.4 Interfata Extensibila de Configurare

O interfata XML este utilizata pentru a configura FADSE. Aici se specifica spatiul de
proiectare si constringeri specifice fiecdrei probleme. In primul rind, utilizatorul
trebuie sd specifice conectorul simulatorului si setul de parametri ceruti de conector,
dupa care se specifica o lista de benchmark-uri, conexiunea la baza de date, lista de
parametri care trebuie variati (acesti parametrii pot fi de tip Intreg, progresii
aritmetice/geometrice, liste de string-uri, etc.), obiectivele care trebuie optimizate.
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“Information is not knowledge.
The only source of knowledge is experience.”

Albert Einstein

4 imbunatatirea lui FADSE cu Cunostinte de Domeniu

Toti algoritmii inclusi in FADSE sunt generali. Ei au fost conceputi pentru a rezolva
clase intregi de probleme. Algoritmii specializati, care includ cunostinte despre
problema care trebuie sa fie rezolvatd, ar putea oferi rezultate mai bune, dar acestia
pot fi aplicati la un numar limitat de probleme. Ne dorim ca FADSE sa fie un cadru
general, un instrument care poate fi folosit cu toate simulatoarele existente. Scopul
acestui capitol este de a identifica metode prin care un utilizator 1si poate exprima
cunostintele intr-un mod simplu si cum le putem include apoi in FADSE, fara a pierde
din generalitate.

4.1 Constrangerea Spatiului de Proiectare

Constrangerile sunt necesare atunci cand optimizam arhitecturi de procesoare pentru a
evita configuratii imposibile sau configuratii care proiectantul stie ca nu vor duce la
rezultate foarte bune. Unul dintre cele mai bune exemple este ca dimensiunea unui
cache de nivel 2 trebuie sa fie mai mare decat dimensiunea nivelului 1 de cache.
Pentru un algoritm DSE, parametrul ,,dimensiune cache” nu are nici un sens si astfel
s-ar putea genera configuratii in care regula de mai sus nu este respectatd. Aceste
situatii pot fi evitate prin utilizarea de constrangeri.

In proiectarea interfetei XML pentru FADSE, prin care utilizatorul poate
specifica constrangerile, am folosit ca model instrumentul M3Explorer [20], dar
implementarea este originala. Migrarea de la M3Explorer la FADSE nu ar trebui sa
fie dificila, deoarece interfata FADSE este in cea mai mare parte un superset al
interfetei M3Explorer.

Constrangerile implementate Tn FADSE sunt unele dintre cele mai puternice
mecanisme prin care utilizatorul poate influenta procesul de explorare. Prin ele se
poate controla dimensiunea spatiului si granitele lui. Constrangerile ajutd algoritmul
sa evite explorarea zonelor neinteresante, ducand la un proces de explorare mult mai
rapid. Ele au fost folosite intensiv in explordrile noastre (in special in cele din
Capitolul 6).

4.2 Parametri lerarhici

4.2.1 Motivatie

In multe situatii intalnite in optimizarea arhitecturilor de calculatoare existi parametri
care au sens doar in legdtura cu alti parametri. Un exemplu foarte simplu este cand in
arhitecturd putem alege intre mai multe tipuri de predictoare de branch-uri:
predictoare neurale, predictoare two-level, etc. Este evident cd, dacd la un moment
dat, arhitectura noastra contine un predictor de tip neural, parametrii predictorului two
level nu au sens, ei nu trebuie variati ci trebuie invalidati.

Pentru a rezolva aceastd problemd am propus si am implementat o interfatd
XML care 1i permite utilizatorului sa descrie astfel de relatii (ierarhii) intre parametrii.
Informatia datd in XML trebuie injectatd in algoritmul de cautare. Pentru aceasta am
propus operatori noi de crossover si mutatie. Acesti noi operatori sunt 1n stare sa
identifice punctele valide de mutatie/crossover si sa evite producerea de indivizi cu
genotip diferit, dar cu acelasi fenotip.
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4.2.2 Adaptarea Operatorilor Genetici
Operatorii folosesc arbori care contin informatia de (in)validitate a parametrilor.

4.2.2.1 Crossover

Operatorul de crossover primeste doi arbori si doi indivizi. Foloseste acesti arbori
pentru a trece la o reprezentare arborescenta a indivizilor. Din aceastad reprezentare
extrage cate o masca pentru fiecare individ, care marcheazd parametrii valizi.
Folosind principiul super pozitiei din cele doud masti se obtin punctele valide unde se
poate aplica crossoverul. Crossoverul se poate face pe muchii ale arborelui care nu
pointeaza catre noduri invalide.

4.2.2.2 Mutatie

Operatorul de mutatie este mai simplu, foloseste un singur arbore. La fel ca la
crossover se extrage o masca din arbore care precizeaza parametrii valizi pentru
mutatie. Unul dintre acesti parametri este ales si operatorul de mutatie este aplicat
(bineinteles se tine cont de probabilitatea de mutatie).

4.3 Introducerea de Cunostinte de Domeniu prin Reguli Fuzzy

In acest paragraf propunem utilizarea regulilor fuzzy pentru reprezentarea intr-un
limbaj natural a cunostintelor de domeniu detinute de arhitectul sistemului. Din ceea
ce stim suntem primii care propun utilizarea regulilor fuzzy ca metoda apriori de
descriere a cunostintelor in problema DSE-ului pentru arhitecturi de calculatoare.

Ele ne permit sa scriem reguli de genul:

IF level 1 cache size IS small THEN level 2 cache size IS big

4.3.1 Sistemul de Inferenta Mamdani

Dintre sistemele de inferentd existente in logica fuzzy ne-am focalizat pe cel propus
de Mamdani [21]. Acest lucru Tnseamna ca am folosit functia MIN, MAX pentru
operatorii AND si respectiv OR din regulile fuzzy. Pentru implicatie am folosit tot
formula propusa de Mamdani si anume operatorul MIN. Pentru agregarea functiilor
de membership obtinute din fiecare reguld, am folosit functia MAX [22][23]. Pentru
defuzificare am folosit metoda centrului de greutate (COGQG).

4.3.2 Integrarea Regulilor Fuzzy in FADSE
4.3.2.1 Limbajul FCL

Pentru a reprezenta functiile de membership si regulile fuzzy am folosit limbajul FCL
(Fuzzy Control Language) [24]. FCL este un limbaj standard publicat de International
Electrotechnical Commission (IEC) [25] [24]. Pentru a putea folosi acest limbaj am
integrat in FADSE libraria jFuzzyLogic [26]. In plus libraria jFuzzyLogic include si
sistemele de inferenta folosite in experimentele noastre. FADSE acceptd ca input
fisiere scrise Tn limbajul FCL.

4.3.2.2 Operatori de Mutatie

Dupa ce utilizatorul a specificat regulile, ele sunt aplicate in timpul procesului de
DSE. Informatia pe care ele o dau trebuie sd influenteze algoritmii de cautare. Pentru
aceasta am implementat noi operatori genetici (mutatie).
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4.3.2.2.1 Modificarea Operatorului de Mutatie Bit-flip

In aceastd lucrare am extins operatorul de mutatie pentru a lua in considerare
informatia obtinutad in urma defuzificarii rezultatului obtinut dupa aplicarea regulilor.
Operatorul clasic de mutatie bit-flip pentru intregi este modificat astfel:

1. Pentru toti parametrii (gene) din individ (cromozom);
1.1. Daca exista o reguld fuzzy pentru acest parametru;
1.1.1. Aplicd mutatia (cu o probabilitate) luand in considerare valoarea
obtinutd din regulile fuzzy;
1.2. Altfel (aplica mutatia bit-flip);
1.2.1. Genereaza un numar pseudo-aleator intre O si 1;
1.2.2. Dacad numarul pseudo-aleatoriu este mai mic decat probabilitatea de
mutatie;
1.2.2.1.  Schimba valoarea parametrului curent la o valoare pseudo-
aleatoare din intervalul lui de definitie;
2. STOP.

Daca variabila curentd apare ca output la una din regulile definite in fisierul
FCL atunci existd sansa ca acest parametru sd primeascd valoarea obtinutd Tn urma
defuzificarii.

Vom prezenta doud implementari ale mutatiei. Ele diferd prin modul in care se
calculeaza probabilitatea cu care se aplicd informatia datd de regulile fuzzy:
probabilitate constanta sau distributie Gaussiana de probabilitate.

4.3.2.2.2 Probabilitate Constant

Pentru a pastra diversitatea, informatia obtinutd in urma aplicérii regulilor fuzzy nu
este luata tot timpul in considerare. Pentru a obtine acest efect folosim o probabilitate
de aplicare a informatiei, pe care o denumim fuzzy probability.

In implementarea simpla aceasta probabilitate este constantd pe timpul rularii
algoritmului de DSE si este egala cu probabilitatea de mutatie.

4.3.2.2.3 Distributie Gaussiand a Probabilititii

A doua propunere pentru mutatie foloseste o distributie Gaussiana a probabilitatii de
aplicare a informatiei obtinuta din regulile fuzzy. Scopul a fost de a da o prioritate mai
mare la Tnceputul rularii regulilor fuzzy, iar dupa cateva generatii algoritmul sa fie
lasat liber sa caute. Am ales pentru functia Gaussian astfel parametrii incat dupa 500
de indivizi evaluati sa tinda spre valoarea probabilitdtii de mutatie (din mutatia bit-
flip). Functia obtinuta este prezentata mai jos

(=)
f(X) gy = (L—mutation _ probability) - e 2059° 4 putation _ probability

unde x reprezinta al catelea individ este trimis operatorului de mutatie. Acest x creste
cu o unitate la fiecare evaluare.

Domeniul valorilor obtinut in urma calcularii functiet va fi 1in
(mutation_probability, 1]. Am descoperit in experimentele noastre cd nu este bine sa
fortezi aplicarea acestor reguli cu o probabilitate de 1, altfel exista sansa sd se piarda
din diversitatea populatiei si toti indivizii vor reflecta preferintele arhitectului, care
pot sd nu fie cele mai bune. Pentru a evita astfel de situatii am inmultit valoarea
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obtinutd din functia de mai sus cu 0.8 pentru a evita valoarea de 1. Astfel

probabilitatea maxima va fi de 80%. In plus mai calculim si membership-ul x valorii

obtinute in urma defuzificarii pe functia de output obtinutd dupa agregare. Acest

membership 1l folosim ca pe o confidentd in valoarea obtinuta in urma defuzificarii.
Functia finala folosita este:

~(x)’
fuzzy prob = 0.8 - i -| (1 — mutation _ probability) - e 2059° 4 putation _ probability

4.3.2.2.4 Defuzificator Aleator

Existd situatii speciale, cand metoda de defuzificare utilizatd de noi (centrul de
greutate - COG) nu ofera rezultate bune. O astfel de situatie poate aparea in cazul in
care functiile de intrare fuzzy au o forma aproape dreptunghiulara. In aceasta situatie,
orice valoare de intrare va avea o valoare de membership egald (sau aproape egald) cu
1. Daca valoarea este tot timpul 1 atunci functiile de membership de iesire vor fi
identice pentru toate intrarile. Acest lucru inseamna ca COG va avea aceeasi valoare
de fiecare datd. Pentru a evita astfel de situatii, am implementat o noud metoda de
defuzificare. Acest nou defuzificator alege aleator o valoare din functia de
membership de iesire. Am folosit acest defuzificator atunci cand regulile utilizate au
fost obtinute automat.

4.3.2.3 Parametri Virtuali

Arhitectii prefera sa-si exprime de multe ori regulile la nivel de module: dimensiunea
cache-ului de nivel 1, etc. Dar aceste module sunt definite de mai multi parametri:
numar de linii din cache, dimensiunea blocului, asociativitatea. Pentru ai permite
designer-ului sd-si exprime cunostintele la nivelul de abstractizare dorit, am
implementat parametrii virtuali. Acestia 1i permit sa defineascd concepte formate din
mai multi parametri pe care le poate folosi apoi in interiorul regulilor fuzzy.

Page 13 of 38



“In theory, there is no difference between theory and practice.
But, in practice, there is.”

Jan L.A. van de Snepscheu

5 Optimizare Hardware-Software Multi-Obiectiva a lui
Grid ALU Processor

In acest capitol am realizat un DSE pe un procesor superscalar dezvoltat la
Universitatea din Augsburg denumit GAP (Grid ALU Processor) [27] [28]. in plus am
folosit FADSE pentru optimizarea aldaturi de GAP si a unui optimizator de cod
dezvoltat special pentru acest procesor denumit GAPtimize [29] [30] [31].

Parametrii variati in experimente genereazd un spatiu de cautare de peste un
milion de configuratii posibile cand optimizam doar GAP-ul. Cand am optimizat atat
parametrii lui GAP cit si cei ai lut GAPtimize, in acelasi timp, spatiul de cautare este
de peste 10'® configuratii posibile.

Am optimizat GAP si GAPtimize urmdrind doud obiective: viteza de
procesare (CPI) si complexitatea hardware-ului. Ultimul obiectiv a fost introdus de
noi in [29].

Aceasta cercetare a fost rezultatul unei colaboréri intre noi si Universitatea din
Augsburg prin intermediul domnului Profesor Theo Ungerer si a studentului
doctorand Ralf Jahr. Rezultatele obtinute au fost publicate in conferinte [32] [33] [34]
(in review) sau prezentate la workshop-uri [35].

5.1 DSE automat pe Parametrii Hardware

In acest paragraf continuim munca ficuti da Basher Shehan in teza lui de doctorat
[36]. El a realizat un DSE manual pe configuratiile hardware. Noi Incercam sa vedem
dacd putem sa obtinem rezultate mai bune decat cele obtinute manual printr-un DSE
automat folosind FADSE.

Am folosit NSGA-II ca algoritm de explorare [9] si am optimizat procesorul
GAP pe 10 benchmark-uri din suita MiBench [37].
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Figura 5.1-1 Comparatie intre rezultatele obtinute manual si cele obtinute automat (doar o
portiune a frontului Pareto este prezentati)
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Optimizare Hardware-Software Multi-Obiectiva a lui Grid ALU Processor

In primele experimente am comparat ruliri cu diferite dimensiuni ale
populatiei. Rezultatele au aratat ca o populatie de dimensiunea 100 obtine cele mai
bune rezultate.

Urmatorul pas a fost sa realizam un DSE pe GAP. Rezultatele au fost foarte
bune (vezi Figura 5.1-1). Am reusit sd obtinem configuratii mai bune decat cele gasite
manual. Am gasit configuratii cu aceeasi performanta (CPI) dar cu o complexitate
hardware de doua ori mai mica decat cea a configuratiilor obtinute manual.

Am observat cd in alegerea manuald a parametrilor designer-ul a avut o
preconceptie gresita: a setat numarul de linii si coloane din matricea de ALU-uri ca
egale. Aceastd preconceptie gresitd a dus la o crestere nejustificatd a complexitatii
hardware fara castiguri de performanta. Explorarea automatd a depdsit aceste
probleme si a obtinut rezultate mai bune.

Din punct de vedere al Tmbunatdtirilor introduse in FADSE am observat o
reutilizare de 67% 1n procesul de explorare 1n acest experiment. Acest lucru inseamna
cd 67% din simulari au fost reutilizate din baza de date ceea ce duce la o reducere
masiva a timpului de explorare.

Tot in acest experiment am demonstrat ca FADSE géseste rezultate bune in
spatii mari de cautare, este robust (poate rula pe perioade indelungate de timp) si
evaluarea distribuitda duce la o reducere importanta a timpului de explorare. Am mai
demonstrat cd GAP este scalabil si cd un cache mai mare nu anuleaza efectele
matricei de ALU-uri prezente in arhitectura.

5.2 DSE Automat pe Parametrii Hardware si pe cei ai
Compilatorului

In acest paragraf am realizat un DSE al parametrilor hardware in acelasi timp cu
parametrii ai optimizatorului de cod GAPtimize.

Am rulat initial cu un singur benchmark folosind function inlining ca
optimizare de cod. Cresterea de performanta obtinuta fata de ruldrile fara optimizare
de cod a fost de 9,1%. Dupad acest pas am introdus toate cele 10 benchmark-uri in
optimizare (vezi Figura 5.2-1). FADSE gaseste si 1n acest caz rezultate foarte bune.
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Figura 5.2-1 DSE pe GAP si GAPtimize

5.3 Comparatie intre Algoritmii de DSE

Rezultatele prezentate in acest paragraf au fost publicate 1n articolul intitulat
“Optimizing a Superscalar System using Multi-objective Design Space Exploration”
[38].
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Optimizare Hardware-Software Multi-Obiectiva a lui Grid ALU Processor

Am realizat o comparatie intre cativa dintre algoritmii implementati in
FADSE. Am ales NSGA-II, SPEA2 si SMPSO. I-am comparat atat intr-o explorare pe
GAP cit si intr-un DSE cu GAP si GAPtimize 1n acelasi timp.

Cand am rulat FADSE doar pe GAP, SMPSO a obtinut cele mai bune rezultate
urmat de NSGA-II si SPEA2 (vezi Figura 5.3-1).
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Figura 5.3-1 Valoarea Hipervolumului obtinut de cei trei algoritmi in functie de cati indivizi au
fost evaluati

SMPSO trimite cei mai mulfi indivizi unici spre evaluare, dar in acelasi timp
obtine cele mai bune rezultate. SPEA2 simuleaza cei mai putini indivizi, dar nu
reuseste sa atingd rezultate atat de bune ca ceilalti doi algoritmi.

Din punct de vedere al convergentei SMPSO este cel mai rapid.
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Figura 5.3-2 Comparatie intre fronturile Pareto obtinute de cei trei algoritmi pe GAP

Urmatorul pas a fost sa compardm fronturile Pareto aproximative obtinute de
cei trei algoritmi (vezi Figura 5.3-2). Am observat ca nu exista o mare diferenta intre
rezultatele obtinute de algoritmi. Practic solutiile gasite se suprapun si diferentele
intre configuratii sunt foarte mici.

In urmatorul experiment am introdus si GAPtimize aldturi de GAP si am
comparat cei trei algoritmi. SMPSO ramane cel mai performant dintre ei (vezi Figura
5.3-3), dar NSGA-II are rezultate mai slabe decat cele ale lui SPEA2.
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Figura 5.3-3 Valoarea Hipervolumului obtinut de cei trei algoritmi pe GAP si GAPtimize in
functie de cati indivizi au fost evaluati

Am comparat si fronturile Pareto obtinute de cei trei algoritmi pe problema GAP si
GAPtimize.
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Figura 5.3-4 Comparare intre fronturile Pareto aproximative obtinute de cei trei algoritmi cand
am optimizat atat GAP cat si GAPtimize

Concluzia ramane aceeasi diferenta intre rezultate este infima.

In experimentele noastre am folosit mai multe metrici: hipervolum, coverage,
two set difference hypervolume. Am ajuns la concluzia cd coverage-ul poate s fie
ingelator in unele cazuri aritand o diferentd mare intre algoritmi cand in realitate
rezultatele obtinute sunt foarte apropiate. Problema metricii este cd nu are nici un prag
(treshold) la calculul relatiei de dominanta. Chiar daca diferenta pe un singur obiectiv
este foarte micd, individul este considerat in continuare dominat. Metrici de acest fel
au fost propuse in [14]. Hipervolumul ajutd utilizatorul sd observe viteza de
convergentd a algoritmilor. Acesta oferd, de asemenea, unele informatii cu privire la
calitatea solutiilor atunci cand mai multi algoritmi sunt analizati in aceeasi figura, toti
raportandu-se la acelasi punct de referintd (hypervolume reference point). Cu toate
acestea, diferenta dintre valorile hipervolumului nu ar trebui sa fie luate in
considerare, deoarece depind puternic de pozitia punctului de referinta.

Recomandam ca designer-ul sa aleagd cel mai bun algoritm dupad analiza
suprafetelor Pareto obtinute.
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Analizand fronturile Pareto aproximative obtinute de cei trei algoritmi, putem
concluziona ca diferentele sunt mici intre rezultate. Cele mai mari diferente nu
depdsesc 1% in termeni de vitezd (CPI), si de obicei se afla intre 0,1% si 0,01%, la
aceeasi complexitate. Diferenta dintre algoritmi apare in viteza de convergentd, unde
algoritmul de particle swarm optimization (SMPSO) obtine cele mai bune rezultate.
Intre algoritmii genetici nu putem spune care este cel mai bun: NSGA-II a avut
rezultate mai bune Tn primul experiment dar mai slabe in al doilea decat SPEA2.

5.4 Reguli Generate Automat din Explorari Anterioare

In acest paragraf propunem o imbunititire a lui FADSE care se bazeaza pe regulile
fuzzy prezentate in capitolul 4. Scopul acestei Tmbunatatiri este de a obtine in mod
automat reguli din rezultatele simuldrilor anterioare. Ideea este ca un utilizator poate
rula un proces rapid de DSE pe un singur benchmark si din rezultatele obtinute sa
extragd cunostinte pe care s le foloseasca apoi intr-un DSE de lungd durata, pe mai
multe benchmark-uri. O alta situatie poate fi atunci cand o companie construieste un
procesor si efectueazd un DSE. Un client ar putea veni si sd doreascd sa optimizeze
arhitectura pentru o anumitd sarcind, sau producdtorul doreste sa adauge un nou
modul in design-ul existent. Compania ar putea extrage cunostinte din explorarea
anterioara si sa ofere clientului aceste informatii astfel incat el sa poatd accelera DSE-
ul lui.

Rezultatele din acest paragraf au fost trimise spre publicare cu articolul
intitulat "Boosting Design Space Explorations with Existing or Automatically
Learned Knowledge" [34].

Ideea de baza este utilizarea de tehnici de Tnvatare automata care vor produce
arbori de decizie. Datele folosite au fost preluate din explorari anterioare. Din acesti
arbori am extras automat reguli care au fost folosite apoi in FADSE prin mecanismul
de reguli fuzzy.
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Rezultatele obtinute au fost foarte bune. In Figura 5.4-1 se vede o astfel de
rulare. Regulile au fost generate din datele obtinute in urma ruldrii unui experiment
scurt folosind un singur benchmark — stringsearch (unul din cele mai scurte din suita
MiBench). Regulile obtinute sunt apoi introduse in DSE-ul facut pe toate benchmark-
urile. Rezultatul este: o convergentd mai rapidd a ruldrii cu reguli si in acelasi timp
rezultate mai bune decat in rularea fara reguli. Hipervolumul obtinut cu reguli nu este
atins de rularea fara reguli in cele 40 de generatii cat am rulat experimentul.

Experimente cu o probabilitate constantd de a aplica regulile au fost efectuate,
dar rezultatele nu au fost foarte bune. Se pare cd numarul mare de reguli obtinute
automat, fiecare cu un numar mare de intervale de membership asociat fiecarui
termen lingvistic conduce la rezultate foarte bune si ajuta la pastrarea diversitatii cand
se foloseste o distributie Gaussian de probabilitate pentru aplicarea regulilor. in
capitolul 6 am observat ca, daca regulile sunt putine, probabilitatea constanta duce la
rezultate mai bune.

5.5 Rularea cu Parametrii lerarhici

In acest paragraf am testat parametrii ierarhici. Am folosit mai multe optimizari de
cod din GAPtimize care aveau fiecare parametrii asociati. Aceste optimizari puteau fi
activate sau dezactivate. Pana in acest moment nu am rulat pe mai multe benchmark-
uri pentru a prezenta rezultate concludente, doar pe un singur benchmark.
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“The best way to escape from a problem is to solve it.”

Alan Saporta

6 Optimizari Multi-Obiectiv ale Parametrilor
Arhitecturilor Single-Core si Multi-Core

In acest capitol continuim munca ficutid de domnul Dr. Arpad Gellért in teza sa de
doctorat [39] si in cateva articole subsecvente [40][41]. Am preluat DSE-ul manual
facut de dansul pe un procesor Alpha AXP 21264 folosind simulatorul M-SIM 2 [42]
si l-am extins variind mai multi parametri. in DSE-ul manual au fost variati doar 2
parametri. Noi, cu ajutorul lui FADSE, am variat 19 parametri (printre acestia si
dimensiunea predictorului de valori SLVP propus de domnul Dr. Arpid Gellért).
Acesti parametrii genereaza un spatiu de cautare de peste 2,5 milioane de miliarde de
configuratii posibile. Am folosit diferite tehnici de introducere a cunostintelor de
domeniu: constrangeri, startarea procesului de DSE de la o populatie cu indivizi
considerati de noi buni, reguli fuzzy.

Urmatorul pas a fost sa trecem la o arhitectura multi-core folosind simulatorul
M-SIM3.

In toate experimentele am optimizat doud obiective: CPI (clocks per
instruction) si energie. Ambele trebuie minimizate.

Ca si benchmark-uri am utilizat suita SPEC 2000.

6.1 Optimizarea Arhitecturii Simulate de M-SIM 2

Scopul acestei cercetari este de a verifica diferite tehnici de introducere a
cunostintelor de domeniu 1n algoritmii de DSE. Un alt deziderat a fost de a gasi
configuratii, ale procesorului Alpha simulat mai bune decat cele gésite manual de
catre domnul Dr. Arpad Gellért. Am dorit si si demonstram ca predictorul SLVP
propus in [39] conduce la o scadere a energiei consumate de cétre sistem la acelasi
CPL

Aceasta cercetare a fost trimisda spre publicare la revista IET Computers &
Digital Techniques [43].

6.1.1 Metodologie

6.1.1.1 Explorarea Manuala

Primul pas a fost si refacem DSE-ul manual realizat de domnul Dr. Arpad Gellért.
Configuratiile obtinute in urma acestei explordri au fost folosite in urmatoarele
experimente ca puncte de start. Am variat dimensiunea cache-urilor.

6.1.1.2 Rulari Fara Informatii Initiale

Dupa DSE-ul manual am pornit FADSE de la o populatie initiald aleatoare. In plus
am setat constrangeri pentru dimensiunile maxime si minime ale cache-urilor. Dupa
aceasta rulare am observat ca rezultatele nu sunt foarte bune, algoritmul nu explora
suficient zona din spatiul configuratiilor care consuma putind energie.

Am analizat rezultatele si am observat ca limitele de jos ale cache-urilor erau
prea mari si algoritmul nu cautd in acea zond. Am redus constrangerile impuse asupra
dimensiunii minime a cache-urilor de nivel 1 si 2 si am repornit explorarea.
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6.1.1.3 Rulare Pornind de la o Populatie Initiala

In acest experiment am pornit de la o populatie initiald care nu mai este complet
aleatorie. O parte dintre indivizii populatiei initiale sunt cei mai buni indivizi gasiti in
explorarea manuala plus cateva din vecinatatile lor (cache-uri mai mari sau mai mici).
Am pornit de la o populatie consideratd de noi buna cu scopul de a accelera procesul
de explorare.

6.1.1.4 Rulari cu Reguli Fuzzy

Ultimele seturi de experimente au testat regulile fuzzy. Am propus cateva reguli fuzzy
pe care le-am introdus in FADSE. Regulile propuse de noi sunt:

IF Number_Of_Physical_Register_Sets IS small/ big THEN Decode/ Issue/
Commit_Width IS small/ big
IF SLVP_size IS small/ big THEN L1_Data_Cache IS big/ small

Pentru dimensiunea cache-urilor am folosit parametri virtuali.

6.1.2 Rezultate
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Figura 6.1-1 Comparatie intre fronturile Pareto aproximative gasite de primele trei rulari

In Figura 6.1-1 facem o comparatie intre primele trei rulari: cu prima versiune de
constrangeri, cu constrangeri relaxate si cu indivizi buni inserati in prima generatie.
Toate aceste rulari sunt comparate cu configuratiile obtinute manual.

Rularea initiald (initial run in figurd) cu constrangeri nerelaxate gaseste
rezultate foarte bune din punct de vedere a vitezei de procesare dar nu reuseste sa
exploreze suficient zona unde energiile sunt mici. Exista configuratii obtinute manual
cu o energie consumatd mai mica decat cele gasite automat. Am analizat rezultatele si
am observat cd In configuratiile obtinute manual avem cache-uri ceva mai mici decét
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cele gdsite automat, care nu scddeau sub o anumitd dimensiune. Am ajuns la
concluzia ca algoritmul tinde sa “fugd” din zona granitelor impuse de constrangeri.
Cu aceste constrangeri zonele de granitd nu erau atinse. Am relaxat limitele inferioare
ale constrangerilor permitand astfel cache-uri mult mai mici sa apara in configuratiile
fezabile. Spatiul de cautare s-a dublat (totusi ramane la 3% din spatiul total de
cautare). In aceastd a doua rulare am obtinut rezultate foarte bune. Am depasit
configuratiile obtinute manual pe ambele obiective. Indivizii sunt raspanditi uniform
pe suprafata Pareto. Recomanddm designerilor sa relaxeze constrangerile aplicate
chiar daca configuratiile de pe granite sunt nepractice. Aceastd relaxare va permite
algoritmului s exploreze mai bine zona apropiatad de granite.

Am pastrat constrangerile stabilite la rularea anterioara, dar am pornit
algoritmul de la o populatie in care am inserat configuratiile obtinute manual si cateva
vecinatati (vecinatati ale dimensiunii cache-ului). Rezultatele au fost bune, in unele
zone au depdsit rularea cu granite relaxate, dar totusi nu exploreazd zona cu energii
mici. Pentru a afla cauza acestei probleme am observat evolutia frontului Pareto pe
toata durata procesului de DSE. Am observat ca aceste configuratii initiale inserate in
populatie sunt foarte performante in comparatie cu restul indivizilor produsi de
algoritm. Ele vor supravietui fiecdrei generatii si are loc o aglomerare in acea zona.
Problema cu aceste configuratii este ca nu sunt foarte diverse, ele difera doar prin doi
parametrii (numarul de seturi din cache-ul de nivel 1 si 2). Aceasta lipsd de diversitate
duce algoritmul intr-o minima locala pe anumite zone ale frontului Pareto.
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Figura 6.1-2 Comparatie a fronturilor Pareto aproximative obtinute de rularea cu granite
relaxate si a rulirii cu reguli fuzzy

In ultimele ruliri am testat regulile fuzzy cu ambii operatori de mutatie
propusi de noi. in Figura 6.1-2 comparam rularea cu reguli fuzzy cu o probabilitate
constanta de aplicare cu experimentul cu constrangeri relaxate. Se vede ca rularea cu
reguli fuzzy obtine rezultate mai bune. Rularea cu o distributie Gaussiand a
probabilitétii de a aplica regulile fuzzy nu obtine rezultate atat de bune.
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Figura 6.1-3 Comparatie a hipervolumului obtinut in toate experimentele

Ca si o comparatie finala am calculat hipervolumul obtinut de toate ruldrile
(vezi Figura 6.1-3). Aceasta ne da o informatie asupra vitezei de convergentd a
algoritmilor, dar si informatii legate de calitatea solutiilor obtinute. Observam o
convergentd rapida a rularii cu informatii date prin reguli fuzzy (probabilitate
constantd) si a ruldrii care porneste da la o populatie de indivizi considerati buni. Ca si
calitate a solutiilor rularea cu informatii fuzzy obtine cele mai bune rezultate.

Trecerea la o distributie de probabilitate Gaussiana de a aplica regulile fuzzy
duce la rezultate mai slabe. Am ajuns la concluzia cd probabilitatea mare de a aplica
regulile fuzzy duce la o pierdere in diversitate. Avem doar cateva reguli, cu putine
intervale de membership asociate termenilor. Acest lucru Tnseamna ca toti indivizii
vor fi mutati in intervale asemandtoare, rezultand indivizi similari. Cand
probabilitatea de aplicare a regulilor fuzzy scade operatorul de mutatie nu mai este in
stare sa schimbe valorile parametrilor implicati pentru a iesi din acest minim local.
Am testat acesti doi operatori de mutatie (probabilitate constantd, distributie
Gaussiana de probabilitate) si pe GAP. Acolo situatia a fost diferitd. Aveam multe
reguli si termenii utilizati in reguli aveau multe intervale de membership asociate.
Distributia Gaussiana de probabilitate a dat rezultate mai bune.

Ca si concluzie finald putem spune cad informatia datd de designer poate ajuta
procesul de DSE dar nu in toate cazurile. Trebuie avut grija sda nu se piarda
diversitatea prin adaugarea acestei informatii. Ajutorul dat se vede atat in calitatea
solutiilor cat si in viteza de convergenta. O viteza mai mare de convergenta duce la un
timp mai redus necesar explorarii. In cazul lui M-SIM 2 céstigul este de aproximativ 9
zile de simulare: rularea cu reguli fuzzy a ajuns la hipervolumul atins de rularea cu
reguli relaxate n 19 zile fata de cele 24 necesare celeilalte ruldri (dureazad 24 de ore
pentru a evalua o generatie cu 96 de clienti pe sistemul HPC de la Universitatea
,Lucian Blaga”).
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Am analizat si gradul de reutilizare. Am obtinut o reutilizare de 12% ceea ce
inseamna o reducere cu 12% a timpului de evaluare.

In plus, prin experimentele ficute am demonstrat ci predictorul selectiv de
loaduri (SLVP) duce la o scadere a consumului de energie al arhitecturii simulate.

6.2 Optimizarea Arhitecturii Simulate de M-SIM 3

Urmadtorul nostru obiectiv a fost sd evaludm o arhitecturd multi-core. Am utilizat
simulatorul M-SIM 3 pe care l-am configurat s ruleze cu doud core-uri. Evaluarea
unei generatii dureaza 36 de ore pe 96 de core-uri Intel Xeon.

Obiectivele de optimizat au ramas energia si CPI-ul.
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Figura 6.2-1 Hipervolumul obtinut cu FADSE pe simulatorul M-SIM 3

Rezultatele obtinute au fost foarte bune (vezi Figura 6.2-1). Cu aceasta
cercetare am demonstrat faptul ca FADSE poate fi folosit cu succes pentru
optimizarea de arhitecturi multi-core. In plus am demonstrat inca o dati faptul ca
FADSE este o unealtd robusta (rularea celor 26 de generatii a durat mai mult de o
lund).

6.3 Simulatoare Multi-core Analizate in Vederea Optimizarii

Mai multe simulatoare multi-core au fost luate Tn considerare pentru optimizare
folosind FADSE. Am analizat toate aceste simulatoare pentru a incerca sd gasim
punctele lor forte si punctele lor slabe. Dintre simulatoarele analizate amintim:
UNISIM [44], Multi2Sim, M5 [45], SESC [46], SCoPE si Graphite. Pentru o parte din
ele am si dezvoltat conectori pentru FADSE.

Marele dezavantaj al multor simulatoare este lipsa calcului de consum de
putere. Acesta a si fost motivul pentru care am utilizat M-SIM 3 1n experimentele
noastre.

Am integrat in simulatorul UNISIM noi protocoale de coerentd, am scris
benchmark-uri paralele pentru el, am dezvoltat o aplicatie care permitea
reconfigurarea simulatorului printr-o interfata grafica.

Am inceput integrarea librariei McPAT [47] in simulatorul Multi2Sim. Am
dezvoltat un conector pentru acest simulator.

Am implementat un conector cu FADSE si pentru simulatorul M5.

SCOPE si Graphite sunt doud simulatoare cu care lucram in acest moment si
sperdm sd le integram cat mai curand in FADSE.
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7 Optimizari Multi-Obiectiv a Arhitecturilor
System on Chip

In acest capitol am integrat simulatorul UniMap [48] dezvoltat de Radu
Ciprian cu FADSE si ne propunem sa realizam un DSE pe SoC-uri (System on Chip).
Scopul cercetarii este de a gasi o arhitecturda SoC cat mai buna pentru o anumita
aplicatie. Ne ocupam si de problema mapdrii aplicatiilor pe reteaua de comunicatie
NoC (Network on Chip) integrata in SoC. Pentru aceasta propunem un workflow de
DSE fezabil care serializeaza procesul de mapare si cel de explorare pentru a evita
complexitatea enorma a acestei cautari. Obiectivele optimizate in cadrul acestei
cercetdri sunt: consumul de energie, aria de integrare si timpul de rulare al aplicatiei.

7.1 Procesul de DSE

Prima fazd a procesului de DSE constd in maparea aplicatiilor pe reteaua NoC
folosind un model analitic. Acest model analitic utilizeaza ca informatie de fitness
doar consumul de energie (estimat analitic) [49].

Am folosit mai multi algoritmi de mapare, unii bine cunoscuti, altii propusi de
catre Radu Ciprian: Simulated Annealing, Branch and Bound, Optimized Simulated
Annealing, Elitist Genetic Algorithm si Elitist Evolutionary Strategy [50]. Toate
mapdrile sunt stocate intr-o bazd de date. Din aceasta bazd de date am selectat cele
mai bune mapari gasite analitic: primele 10 mapari pentru benchmark-ul telecom, iar
pentru restul benchmark-urilor (MPEG, H.264, VOPD), cite o mapare, datoritd
timpului mare necesar unei rulari.

FADSE primeste aceste mapadri (vezi Figura 7.1-1) si incepe procesul de DSE
prin care cautd parametrii arhitecturii. Pe langad parametrii retelei (frecventa de
operare, dimensiunea de buffere) FADSE selecteaza si tipul de core asignat fiecarui
nod alegand dintr-o librarie de core-uri IP. Dupd ce a construit o instantd de
arhitecturd, FADSE porneste simulatorul inclus in UniMap si obtine valorile
obiectivelor (timpul de executie al aplicatiei, energia consumata de sistem si aria
ocupatd de acesta). Procesul este reluat si algoritmul inclus in FADSE invatd din
aceste rezultate.

A fost necesar sa serializdm procesul de cdutare a unei mapari cvasi optimale
si procesul de gasire a unor parametrii arhitecturali buni din motive de complexitate.
Mii de mapdrii sunt analizate pentru a gisi o mapare bund. Folosirea simulatorului
pentru aceasta sarcind ar duce la un consum de timp exagerat. Prin selectarea a doar
catorva mapari si realizarea cdutdrii a unui set de parametrii optimal, doar pe acestea,
ar reduce timpul necesar explorarii.
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Figura 7.1-1 Workflow-ul propus de noi pentru DSE pe SoC

7.2 Rezultate

In acest capitol prezentdm cateva rezultate preliminare obtinute Tn acest experiment.
Am optimizat arhitectura SoC pe patru benchmark-uri: telecom, MPEG-4, H.264 si
VOPD. in functie de benchmark (numaér de core-uri, tipuri de core-uri permise pentru
exg:futarea fiecarui task) dimensiunea spatiului de cautare variaza de la 10% pana la
107"

Algoritmii testati sunt: NSGA-II, SPEA2 (genetici) si OMOPSO, SMPSO, de
tip particle swarm optimization (PSO).

Vom prezenta doar rezultatele obtinute pe benchmark-ul telecom. Concluziile
se aplica si celorlalte benchmark-uri.

In Figura 7.2-1 am comparat valoarea medie a hipervolumului obtinutd de cei
4 algoritmi pe durata a 50 de generatii. Fiecare algoritm a fost rulat pe cele mai bune
10 mapari gasite Tn mod analitic. Se poate observa ca algoritmii genetici obtin cele
mai bune rezultate. Algoritmii PSO au o vitezd de convergentd mai mare dar sunt
depadsiti in calitatea solutiilor de cétre algoritmii genetici dupa 8-9 generatii.

Am realizat 51 o comparatie folosind metrica coverage intre cei 4 algoritmi
(doi cate doi) si am concluzionat cd SPEA2 obtine cele mai bune rezultate.

In Figura 7.2-2 am reprezentat frontul Pareto obtinut prin selectarea indivizilor
nedominati dupa combinarea tuturor rezultatelor obtinute de catre toti algoritmii.
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Mapiarile au fost obtinute analitic si sunt primele 10 cele mai bune (maparea 1 este cea
mai bund, maparea 2 este pe locul doi si asa mai departe). Este interesant de vazut ca
obtinem puncte din toate maparile. Am obtinut cel mai bun consum de energie cu a
sasea mapare. Cea mai mica arie a fost datd de mapdrile a treia si a cincia. Cu exact
aceeasi arie, a treia mapare are o energie mai buna, Tn timp ce a cincia are un timp de
rulare al aplicatiei mai bun. In sfarsit, cel mai scazut timp de rulare al aplicatiei a fost
gasit pe un design SoC corespunzator tot maparii a sasea.
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Figura 7.2-1 Hipervolumul mediu obtinut de cei 4 algoritmi dupa cele zece rulari
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Figura 7.2-2 Frontul Pareto obtinut de SPEA2, pentru benchmark-ul telecom
Nu am obtinut cea mai buna energie cu prima cea mai bund mapare, care

analitic ne-a dat cea mai scdzuta energie de comunicare NoC. Acest lucru poate fi din
cauza mai multor factori. In primul rand, noi am estimat analitic numai energia de
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comunicare NoC. Cu aceastd abordare am calculat intreaga energie SoC (energia
core-urilor este de asemenea inclusa). In al doilea rand, modelul analitic nu poate
capta efectele dinamice ale retelei (congestiile din retea). In al treilea rind, FADSE nu
efectueaza, in mod evident, o cautare exhaustivd. Este posibil ca noi sd putem obtine
rezultate mai bune pe energie, cu prima mapare decat cu cea de a opta. Acest lucru
demonstreaza necesitatea de a efectua o mai buna explorare a spatiului de proiectare.
Utilizarea cunostintelor de domeniu pentru a limita spatiul de cautare si de aplicare a
regulilor fuzzy sunt doua abordari care ar putea imbunatati tehnica DSE.

O altd observatie pe care o putem face legatd de aceasta figura este ca obtinem
solutii nedominate doar cu algoritmii genetici.

Concluzia dupa acest experiment si avand si rezultatele de la experimentul pe
GAP unde am comparat algoritmii NSGA-II, SPEA2 si SMPSO este ca nu existd un
algoritm cel mai bun. Fiecare algoritm obtine rezultate mai bune pe anumite
probleme. Totusi ce putem concluziona este ca toti algoritmii vor genera in final
rezultate bune.

7.3 Imbunétatiri ale Sistemului Many-Core MANJAC

MANIJAC [53] este un sistem cu 64 de procesoare multi-core, multi-threaded capabile
sd execute cod nativ JAVA. Aceste procesoare sunt agezate intrun mesh 8x8. Fiecare
procesor contine 6 core-uri si fiecare core este capabil sa execute 4 thread-uri (SMT).

In cadrul perioadei de mobilitate efectuatd la Universitatea din Augsburg am
lucrat cu acest sistem cu scopul de a porta un middleware scris in JAVA pe aceasta
arhitecturd. Pentru aceasta a trebuit sd Inlocuiesc libraria de comunicare folositd
(JXTA - http://en.wikipedia.org/wiki/JXTA) cu o implementare mai simpla care si
indeplineasca Tn mare parte aceleasi functii.

In plus am implementat si noi metode de initializare pentru sistemul
MANIJAC, capabile sa evite diferite probleme care pot aparea in retea. In acest scop
am dezvoltat si o aplicatie GUI capabild sa monitorizeze procesul de initializare al
sistemului.

Mai multe detalii pot fi gasite Tn raportul nostru “Introduction to the MANJAC
system” [54].
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Aceastd teza are urmatoarele contributii:

Am propus clasificarea algoritmilor Tn doud clase: algoritmi evolutivi si
algoritmi  bio-inspirati. Aceastd clasificare ne-a ajutat 1in timpul
experimentelor. In rezultatele obtinute in Capitolul 7 am putut observa ca
performantele algoritmilor depind de clasa din care fac parte: algoritmii
evolutivi au obtinut rezultate asemanatoare iar cei bio-inspirati de asemenea s-
au grupat obtinand rezultate apropiate.

Am comparat doi algoritmi evolutivi simpli (SEMO si FEMO) pe doua
probleme sintetice (LOTZ si DTLZ1). Folosind diferite metrici de performanta
(coverage si error ratio) am demonstrat cd FEMO obtine rezultate mai bune.
Pe problema LOTZ ambii algoritmi gasesc solutiile optimal intr-un timp
relativ scurt (1%-2% din timpul necesar unei evaludri exhaustive).Totusi, nici
unul dintre cei doi algoritmi nu reuseste sa gaseasca frontul Pareto optim (true
Pareto front) cind DTLZ1 a fost folosita ca problema de test.

Am analizat doi algoritmi genetici foarte cunoscuti (NSGA-II si SPEA2). In
urma compardrii am ajuns la concluzia cda SPEA2 va contine mai multi
indivizi identici in populatia finald. Acest lucru a fost confirmat si de
rezultatele experimentale obtinute atdt pe simulatorul procesorului GAP
(fmpreund cu optimizatorul lui de cod) cat si pe simulatorul de NoC-uri
UniMap.

Am dezvoltat o unealtd pentru DSE denumitd FADSE. Include multi algoritmi
state-of-the-art prin integrarea cu librdria jMetal. De asemenea am
implementat mai multe metrici (in special cele care nu necesita cunoasterea lui
true Pareto front).

Una dintre cele mai importante facilitati ale lui FADSE, care nu apare 1n nici
una din uneltele publice dedicate DSE-ului pentru arhitecturi de calculatoare
pe care noi le-am analizat, este evaluarea distribuitd a configuratiilor. Am
profitat de paralelismul intrinsec oferit de majoritatea algoritmilor euristici de
cautare. Am dezvoltat versiuni paralele pentru urmatorii algoritmi: AbBYS,
Densea, FastPGA, IBEA, NSGA-II, OMOPSO, PESA2, SMPSO si SPEA2.
FADSE permite o flexibilitate crescutd in alocarea resurselor. Numadrul de
clienti care simuleazd poate fi crescut/scdzut in mod dinamic 1n timp ce
explorarea ruleaza. Acest lucru 1i permite utilizatorului sa foloseasca cat mai
bine resursele computationale de care dispune.

Am testat FADSE pe diverse sisteme: HPC-ul de la Universitatea din Sibiu
(120 de clienti cu procesoare Intel Xeon), un cluster cu procesoare IBM Cell,
pe grid-ul de la Universitatea Politehnica Bucuresti (100 de clienti atat pe
procesoare Opteron cit si pe Nehalem), o masind virtuald bazatd pe Windows
cu 32 de procesoare situata la Universitatea din Augsburg.

Pentru a accelera si mai mult procesul de DSE am integrat FADSE cu un
sistem de baze de date (MySQL). Acesta ne permite sa reutilizdm rezultate
obtinute anterior. Am ajuns la grade de reutilizare de peste 67% doar dintr-o
singurd rulare (algoritmii tind sd producd din nou aceiasi indivizi), avand 1n
vedere ca am reutilizat si din explorari anterioare, acest numar ar putea fi mai
mare. Aceasta reutilizare reduce considerabil timpul necesar explorarii.
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Explordrile pot dura zile, sdptdmani sau chiar luni. Pentru asta FADSE trebuie
sd fie o aplicatie robustd. Am implementat diferite tehnici care pot detecta si
evita diferite probleme care pot aparea: clientii nu mai raspund, reteaua de
comunicare nu mai functioneaza. In aceste situatii FADSE retrimite indivizi
de evaluat la alti clienti.

Pot aparea probleme mult mai grave: serverul nu mai functioneazd sau
alimentarea de la reteaua electricd se intrerupe. Pentru a evita repornirea
procesului de DSE am implementat un mecanism de checkpointing. Acesta
salveaza starea exploririi la anumite momente de timp. In caz ci este nevoie
de repornirea simuldrii se poate continua de la un asemenea checkpoint, timpul
pierdut fiind minim. Mecanismul de checkpointing ne permite de asemenea sa
pornim FADSE de la o populatie initiala definitd de utilizator. Am folosit
aceastd optiune in toate capitolele din tezd. De exemplu in compardrile de
algoritmi cand ne dorim ca toti algoritmii sa porneasca de la aceeasi
configuratie initiald pentru a face o comparatie cat mai corectd. O alta situatie
este cea 1n care am introdus in populatia initiald configuratii gasite manual,
considerate bune, pentru a accelera procesul de DSE.

FADSE este orientat spre optimizarea sistemelor de calcul. Am dezvoltat o
interfatd usor de folosit prin care FADSE se poate conecta la orice simulator,
pentru un sistem de calcul, existent. Existd mai multe clase ajutdtoare in
FADSE care 1i ascund dezvoltatorului problemele legate de integrarea cu baze
de date, tratarea erorilor i mesajelor de la server. Acestea 1i permit
dezvoltatorului sa scrie un conector pentru simulatorul dorit intrun timp relativ
scurt.

Cu ajutorul studentilor am dezvoltat mai multi conectori pentru diferite
simulatoare de sisteme de calcul: GAP, GAPtimize, M-SIM 2, M-SIM 3,
UniMap, M5 si Multi2Sim.

Pornind de la interfata de configurare propusa de M3Explorer am dezvoltat
propria interfatd XML. Din aceasta interfatd se pot configura usor atat
parametrii lui FADSE cat si cei ai arhitecturii. Parametrii dati simulatorului
pot fi de tip intreg (progresii aritmetice si geometrice cu diferite ratii), liste de
stringuri, etc. Pe 1angd acesta utilizatorul mai poate specifica constrangeri intre
parametri, ierarhii de parametri, obiectivele care trebuiesc optimizate. Tot din
XML se configureaza calea cétre simulator, fisierele de iesire, conexiunea la
baza de date, lista de benchmark-uri folosite pentru simuléri, etc.

Am analizat mai multe metrici pentru evaluarea performantelor algoritmilor de
cautare. Ne-am focalizat in special pe cele care nu necesitd cunoasterea
frontului Pareto optim: coverage, hipervolum, two set difference hypervolume,
pe care le-am si implementat in FADSE.

Am inclus in FADSE mai multe metode care sa-i permita utilizatorului sa-si
exprime cunostintele de domeniu: constringeri intre parametri, ierarhii de
parametri, reguli fuzzy.

Constrangeri Intre parametri au fost propuse si folosite si de alte utilitare de
DSE. Am implementat si noi in FADSE o interfata prin care utilizatorul poate
defini astfel de constrangeri. Algoritmii abordeaza tehnica propusa de Deb de
tratare a indivizilor nefezabili (indivizi care nu respectd constrangerile). Am
observat ca Tn momentul in care constrangerile sunt aplicate exista tendintd de
a aparea mulfi indivizi nefezabili In populatie (depinde de constrangeri si cat
reduc ele dimensiunea spatiului). Existenta multor indivizi nefezabili 1n
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populatie limiteazd numarul de indivizi buni pe care algoritmul 1i poate alege,
ceea ce duce la o convergenta mai lentd. Am schimbat algoritmii de cautare si,
daca utilizatorul doreste, pot fi fortati sd producd un numar minim de indivizi
fezabili pana sa treaca la urmatoarea generatie. Aceastd modificare a
imbunatétit rezultatele (am folosit mai departe aceastd tehnicd in majoritatea
experimentelor rulate).

De multe ori existd situatii cand anumiti parametri sunt activi doar in unele
cazuri. De exemplu, dacd configuratia de procesor foloseste un branch
predictor de un anumit tip, atunci doar parametrii acelui predictor trebuie sa
fie activi nu si al altui tip. Am analizat diferite situatii care pot apdrea si am
implementat un mecanism prin care aceste relatii intre parametri (ierarhii de
parametri) pot fi exprimate usor. Informatia datd de utilizator este transmisd
algoritmului care trebuie sa tind cont de ea. Pentru aceasta am propus noi
operatori de mutatie si crossover. Aceasta este o cercetare aflatd inca la
inceput.

O contributie importantd a acestei teze este includerea in algoritmii de cdutare
a informatiilor date de utilizator sub forma de reguli fuzzy. Din ceea ce stim
suntem primii care au propus utilizarea de reguli fuzzy ca metoda apriori de
introducere a informatiei in algoritmii de DSE pentru arhitecturi de
calculatoare. Descrierea acestor reguli fuzzy se face usor printr-un limbaj
apropiat celui natural. Ele permit designer-ului sd isi exprime cunostintele
legate de domeniu. Pentru a permite utilizarea de reguli fuzzy in FADSE am
integrat unealta dezvoltatd de noi cu libraria jFuzzylogic. Aceasta librarie
permite descrierea regulilor intrun limbaj standard (FCL — Fuzzy Control
Language), in plus include mai multe sisteme de inferentd. Noi am folosit
sistemul de inferentd propus de Mamdani, unul dintre cele mai folosite si
citate 1n literaturd. $i in acest caz informatia obtinuta din regulile fuzzy trebuie
sd fie luatd in calcul de algoritmul de DSE. Pentru aceasta am propus si
implementat doi noi algoritmi de mutatie. Ambii sunt bazati pe mutatia de tip
bit flip pe numere intregi. Diferenta intre cei doi constd in modul in care se
calculeaza probabilitatea de a utiliza informatia obtinuta in urma defuzificarii.
Primul operator propus foloseste o probabilitate constantd de a aplica
informatia datd de regulile descrise de catre utilizator. Aceastd probabilitate
(fuzzy probability) este egald cu probabilitatea de mutatie. Daca parametrul
curent este ales pentru o ,,mutatie fuzzy” atunci valoarea lui va fi egala cu
centrul de greutate al functiei de membership obtinutd in urma aplicarii
procesului de inferentd asupra regulilor fuzzy. Al doilea operator propus
foloseste o probabilitate de mutatie care nu este constantd in timpul rularii
algoritmului de DSE. Am folosit o distributie Gaussiand a probabilitatii cu
scopul de a avea o probabilitate mare de aplicare a informatiei date de regulile
fuzzy pentru primele generatii ale algoritmului. Pe masurd ce algoritmul
ruleaza aceasta probabilitate scade si il lasam liber sa caute. Totusi, chiar si
pentru primele generatii nu am ldsat o probabilitate mai mare de 80% de a
aplica regulile fuzzy. Aceastd probabilitate scade pana cand devine egald cu
probabilitatea de mutatie. Tot in aceastd ultimd metoda folosim si informatii
legate de membership-ul valorii centrului de greutate obtinut in urma
defuzificarii. Valoarea membership-ului este folositd ca o confidentd in
valoarea obtinuta in urma defuzificarii.
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Am observat cd Tn multe situatii designer-ul foloseste termeni care imbina mai
multi parametri, de exemplu dimensiunea cache-ului de nivel 1, care este data
de parametrii: numarul de linii din cache, dimensiunea blocului, gradul de
asociativitate. Pentru a trata astfel de cazuri am implementat ,,parametri
virtuali”. Acestia pot fi definiti ca o combinatie de mai multi operatori si
folositi apoi in interiorul regulilor fuzzy ca parametri de intrare.

Am propus un defuzificator aleatoriu care 1i permite utilizatorului sa specifice
valoarea minimda a membership-ului valorilor luate in considerare de catre
defuzificator. Am folosit acest defuzificator cand forma functiilor de
membership este (aproape) rectangulara.

Am propus o metodd de calculare a complexitdtii hardware a procesorului
GAP.

Am realizat un DSE automat al procesorului GAP cu rezultate foarte bune.
Am demonstrat ca FADSE poate gasi rezultate mai bune decat un designer
uman. In explorarea procesorului GAP am gisit configuratii cu acelasi CPI dar
cu o complexitate hardware de doud ori mai micd. Am demonstrat ca
designerii pot fi subiectivi si sa aleagd parametrii in functie de pre-conceptii
gresite, neobservand legaturi subtile intre parametri.

Am realizat optimizari cu un singur obiectiv utilizind FADSE pe
optimizatorul de cod GAPtimize. Rezultatele au fost bune si ne-au determinat
sd mergem mai departe si sa optimizam in acelasi timp parametrii hardware ai
lui GAP cét si parametrii software ai lui GAPtimize. Si in acest experiment
rezultatele au fost foarte bune si am demonstrat ca FADSE poate fi folosit
pentru optimizari hardware si software in paralel.

Am realizat o comparatie a trei algoritmi euristici de DSE: doi genetici
(NSGA-II si SPEA2) si unul de particle swarm optimization (SMPSO). I-am
comparat atat pe DSE-uri facute pe GAP cat si pe GAP Tmpreund cu
GAPtimize. Am aratat cu aceasta ocazie ca SMPSO converge cel mai repede
si obtine si cele mai bune rezultate. Nu putem recomanda unul dintre cei doi
algoritmi genetici. NSGA-II a obtinut rezultate mai bune in prima explorare
(GAP) pe cand SPEA2 a avut rezultate ceva mai bune in al doilea experiment
(GAP+GAPtimize). Totusi, dupd analiza fronturilor Pareto aproximative
obtinute de cei trei algoritmi, am ajuns la concluzia cd diferentele intre
indivizii (configuratiile) obtinuti nu sunt foarte mari. Toti algoritmii gasesc
solutii foarte bune. SPEA2 tinde sa nu aiba o distributie a indivizilor la fel de
uniforma ca a celorlalti algoritmi de-a lungul suprafetei Pareto. Tot dupa
aceastd analizd am concluzionat cad metrica coverage ar putea induce in eroare
un designer, ardtand o diferentd mare intre algoritmi cand de fapt in realitate
ea nu existd. Am propus utilizarea de metrici care sd foloseascd un treshold
pentru stabilirea relatiei de dominantd (e-dominance). Acest treshold ar
permite designer-ului sd stabileascd de la ce distantd unul de altul indivizii
sunt dominati.

Am demonstrat cd integrarea cu o bazd de date poate duce la scdderi
semnificative ale timpului necesar procesului de DSE. In experimentele pe
GAP am obtinut o reducere de peste 60% a timpului necesar explorarii doar
datorita reutilizarii rezultatelor. Pe 1angd mecanismul de reutilizare am utilizat
si evaluarea distribuitd care duce la o scadere a timpului necesar unui DSE
aproape liniar cu numarul de clienti (procesoare) disponibili.
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Am propus o metodad de generare a regulilor fuzzy din rezultatele obtinute in
urma explorarilor anterioare. Am folosit metode de invétare automata pentru a
obtine arbori de decizie din care am extras automat reguli pe care le-am
integrat apoi in algoritmii de cautare prin intermediul mecanismului de reguli
fuzzy puse la dispozitie de FADSE. Am aratat ca aceste reguli imbunétatesc
rezultatele obtinute si cresc viteza de convergentd a algoritmilor de cdutare.
Am testat parametrii ierarhici cu rezultate promitatoare folosind mai multe
optimizari de cod din GAPtimize. Aceste optimizari au fiecare parametrii lor
si pot fi activate/dezactivate in timpul explorarii.

In capitolul 6 din teza am realizat un DSE pe procesorul Alpha. Am continuat
munca facutd de domnul Dr. Arpad Gellért in teza sa de doctorat. Dansul a
realizat o explorare manualad a procesorului Alpha utilizdnd simulatorul M-
SIM 2 in care a integrat si un predictor de valori selectiv. Explorarea manuala
a fost facuta variind doar doi parametri. Noi am decis sd crestem numarul de
parametri variati la 19, marind astfel considerabil spatiul configuratiilor
posibile. Cautarea manuald Intrun spatiu atit de mare devine foarte dificila si
atunci am folosit FADSE. In acest experiment am folosit mai multe tehnici de
introducere a cunostintelor de domeniu: constrangeri, pornirea de la
configuratii initiale bune, reguli fuzzy (atat cu probabilitate constanta cat si cu
o distributie Gaussiana a probabilitatii de aplicare a regulilor fuzzy).

Am aratat ca prin adaugarea de cunostinte de domeniu in algoritmul de cautare
rezultatele devin mai bune si Tn acelasi timp crestem viteza de convergenta.
Totusi addugarea de informatii poate duce si la rezultate ceva mai slabe daca
adaugarea lor duce la o pierdere a diversitatii. Am observat atat pe GAP cat si
pe M-SIM cd utilizarea unei informatii datd din exterior poate duce la
pierderea diversitatii daca informatia nu este ea Tnsasi diversa. Cu alte cuvinte:
am simulat cu M-SIM cu putine reguli, in plus termenii folositi in reguli aveau
putine functii de membership asociate. Aplicarea fortatd a acestor reguli
pentru primele generatii a dus la o pierdere a diversitatii. La GAP unde
regulile au fost mai multe si mai diverse, afectau mai multi parametrii si
functiile de membership asociate termenilor erau mai multe, aplicarea cu o
distributie de probabilitate Gaussiani a regulilor a dus la rezultate mai bune. In
alt experiment am introdus configuratii considerate de noi bune in populatia
initiala. Am observat o crestere a vitezei de convergenta dar spre finalul rularii
s-a putut observa o reducere a diversitatii Tn populatie si pe anumite zone a
suprafetei Pareto o imposibilitate a algoritmului de a gasi configuratii, pe care
in alte cazuri le-am gasit. Problema a fost ca acele configuratii initiale erau
foarte asemanatoare, difereau doar prin doi parametrii.

Am integrat FADSE cu un simulator multi-core (M-SIM 3) pe care am si facut
DSE. Cu aceastd ocazie am demonstrat ca FADSE se poate folosi si pentru
optimizarea de arhitecturi multi-core. In plus, acest experiment a fost un test
pentru robustetea utilitarului dezvoltat de noi, simularile ruland mai mult de o
luna de zile.

Am realizat o analizd a simulatoarelor multi-core disponibile gratuit. Am
imbunatétit unele dintre ele cu noi protocoale de coerenta, integrare de calcul
de consum de putere dinamica, etc.

Am integrat FADSE cu UniMap, un simulator SoC dezvoltat de Ciprian Radu
in teza sa de doctorat. Impreund am realizat un DSE pe SoC-uri. Tot in acest
experiment am comparat patru algoritmi de DSE: doi genetici (NSGA-II si
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SPEA2) si doi algoritmi bio-inspirati de tip particle swarm optimization

(OMOPSO si SMPSO). In acest caz, in contrast cu experimentul facut pe GAP

si GAPtimize, algoritmii genetici au avut rezultate mai bune, pe toate

benchmark-urile pe care am rulat. Totusi algoritmii de tip PSO au o viteza de
convergentd mai mare.

Pe viitor ne propunem sd introducem o retea neurald care sa invete din
rezultatele produse de FADSE 1in timp ce procesul de DSE ruleaza. Cand confidenta
in reteaua neurald este suficient de mare (considerdm cd ea a invatat) vom da indivizi
aleatori la intrarile retelei si ea va ncerca sa predictioneze iesirile (obiectivele).
Indivizii promitatori vor fi injectati in populatia copiilor din generatia curenta.

Ne propunem sa gasim noi metode de a utiliza informatia datd de regulile
fuzzy si in alti operatori genetici.
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